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Обнаружение фазоманипулированных сигналов при помощи искусственных нейронных сетей

Морозов О.А., Овчинников П.Е.

Научно-исследовательский физико-технический институт Нижегородского Государственного университета им. Н.И. Лобачевского

В настоящее время нейросетевые технологии широко применяются в различных системах обработки экспериментальных данных и сигналов [1]. В современных системах передачи цифровой информации по радиоканалам широкое распространение нашли различные виды угловой (фазовой и частотной) модуляции и манипуляции. При этом используется узкополосная передача модулированного сигнала и устройства автоматической регулировки усиления (АРУ). В ряде задач узкая полоса и выравнивание мощности делают сигнал и шум плохо различимыми, что затрудняет формализацию алгоритма обнаружения. Использование искусственной нейронной сети (ИНС) позволяет построить алгоритм обнаружения, не требующий определения формальных признаков, а обучаемый на примерах обрабатываемых сигналов.

В данной работе рассматривается метод нейросетевого обнаружения фазоманипулированного сигнала на основе анализа синфазной (I) и квадратурной (Q) компонент [2]. Для выделения I и Q компонент применяется метод квадратурной демодуляции, который в современных системах связи реализуют цифровые приемники. Анализ I и Q компонент сигнала позволяет уменьшить объем обрабатываемых данных за счет снижения частоты дискретизации.
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Рис. 1. Схема обнаружения ФМ4 сигнала с использованием ИНС.

Для обнаружения ФМ4 сигналов была построена система обработки, состоящая из блока предобработки и нейросетевого классификатора (см. рис. 1). Обрабатываемый сигнал фрагментами поступает в блок предварительной обработки, служащий для уменьшения потока обрабатываемой информации и выделения информативных признаков сигнала. Признаки поступают на вход классификатора, персептрона с пятью выходами. При обучении нейронная сеть настраивается так, чтобы четыре выхода из пяти служили для различения манипуляций, а пятый выход активировался при отсутствии фазоманипулированного сигнала.

В данной работе в качестве блока предобработки использовался блок формирования выборок из выходных сигналов цифрового приёмника. На вход нейронной сети подавался фрагмент дискретизованных I и Q компонент сигнала, представляющих собой выход цифрового приёмника:
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(1),
где s(n) – принимаемый сигнал, 
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 – период дискретизации, 
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f

 – несущая частота, 
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 – фильтр низких частот и дециматор, так как обычно частота дискретизации IQ компонент выбирается существенно меньшей частоты дискретизации исходного сигнала.

Комплексная огибающая в виде IQ компонент выбрана в качестве признаков для распознавания по двум причинам. Во-первых, IQ компоненты не привязаны к несущей частоте и при этом содержат информацию о фазе сигнала: 
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(2)
Во-вторых, IQ компоненты поступают с цифрового приёмника, и для их получения не требуются дополнительные вычисления.

Длина фрагмента, т.е. число отсчетов и, соответственно, число пар входов ИНС выбирается равной длине символьного сегмента: 
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(3),
где 
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 – частота дискретизации IQ компонент, 
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f

 – частота следования символов.

При последовательной подаче на вход нейронной сети отсчетов IQ компонент на выходах формируется четыре сигнала, отражающих вероятности скачкообразных изменений фазы в зависимости от времени, и сигнал наличия модуляции. Для краткости назовём совокупность этих сигналов фазограммой. Пример фазограммы представлен на рис. 1. На фазограмме значения на выходах ИНС показаны цветом: белым – ноль, чёрным – единица, серым – промежуточные. Для уменьшения влияния шумов каждый из сигналов фазограммы сглаживается по времени при помощи свертки с прямоугольным окном:
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(4),
где 
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 – номер выхода персептрона, 
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 – индекс, соответствующий времени, 
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 – выход персептрона, 
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 – результат сглаживания, 
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 – ширина окна. После сглаживания фазограмма передискретизуется с частотой равной частоте манипуляций. При низком уровне сигнала на пятом выходе система выдаёт декодируемые символы. Для определения символов используется критерий максимального правдоподобия: 
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(5),
где 
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 – декодируемый символ.

При высоком уровне сигнала на пятом выходе система выставляет признак отсутствия информационного сигнала (флаг паузы).

Описанный алгоритм использует обученную сеть. Обучение производится стандартным способом на фрагментах реализаций комплексной огибающей сигнала, подобных тем, которые предполагается распознавать. IQ компоненты моделируются по данным, сгенерированным случайным образом. Сгенерированные данные используются при обучении для формирования требуемых выходов ИНС. Часть образцов представляет собой шум и не содержит модулированного сигнала.
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Рис. 2. Пример обнаружения и детектирования.

Для проведения численных экспериментов в работе использовалась программная реализация многослойного персептрона. В качестве процедуры обучения применен алгоритм обратного распространения ошибки. Для обучения ИНС в задачах распознавания требуется набор пар «вход-выход», поэтому обучающая выборка формировалась из специально сгенерированных сигналов. Поскольку обнаружение должно осуществляться в условиях аддитивных шумов, то выборка для обучения была составлена из IQ реализаций зашумленных сигналов с соотношением сигнал/шум +10дБ и отрезков шума без информационного сигнала.

В работе проводилось обнаружение ФМ4 сигнала (возможные изменения фазы: 0, π/2, π, -π/2). Параметры сигнала: спектральная полоса – 40 кГц, частота манипуляций – 16000 бит/с, частота дискретизации IQ компонент – 192 кГц. На вход персептрона одновременно подавались 12 отсчетов I и 12 отсчетов Q компоненты, что соответствует отрезку сигнала, содержащему один период манипуляции. После каждого сдвига по времени на один отсчет производилась новая подстановка и вычисления, связанные с обработкой сигнала нейронной сетью. Таким образом достигалась максимальная детализация фазограммы по времени, а именно 12 выходных векторов персептрона на один период манипуляции. При необходимости объем вычислений предлагаемого метода может быть уменьшен за счет увеличения шага между двумя последовательными подстановками отсчетов сигнала на вход нейронной сети. На рис. 2 приведён пример функционирования системы при обнаружении сигнала на фоне шума, отношение сигнал/шум (ОСШ): 10 дБ, при работающем АРУ. При таком ОСШ предложенная система надёжно отделяет участок сигнала (от t1 до t2) от участков шума.

Представлен метод обнаружения ФМ сигналов, основанный на использовании ИНС. Построенная система позволяет обнаруживать ФМ4 сигналы и одновременно производить детектирование. Обработка тестовых сигналов представленным методом показывает его работоспособность. В настоящее время проводятся исследования по устойчивости метода в различных условиях.
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Detection of PSK Signals with Artificial Neural Network
Morozov O., Ovchinnikov P.
Physical-Technical Research Institute of Nizhni Novgorod State University
Nowadays neural network technologies are widely applied in various systems of data processing, in particular neural networks are used for processing of radio signals. Various kinds of angular (phase and frequency) modulation and shift keying have found a wide distribution in modern systems of digital information transfer on radio channels. Typically narrow-band transfer of the modulated signal and automatic level control (ALC) devices is used. In a number of cases narrow band and power leveling make a signal hardly distinguishable from noise and complicates formalization of algorithm of detection. The use of artificial neural network (ANN) presumes to construct an algorithm of detection which is not require the definition of formal attributes, but is trained on examples of signals.
In the work in the question the method of neural network detection of quaternary phase-shift keying (QPSK) signal, based on the analysis of in-phase (I) and quadrature-phase (Q) components is considered. The method of quadrature demodulation is applied for IQ components extraction. In modern communication systems this procedure is realized by digital receivers. The analysis of IQ components of signal allows to reduce volume of processed data due to sampling frequency reduction.

For detection of QPSK signals the system consisting of preprocessing block and neural network classifier has been constructed. The fragments of the received signal go in the block of preprocessing, which is needed for reduction of information stream and extraction of valuable features of a signal. Extracted features are given to the input of the classifier, namely to the input of the multilayer perceptron (MLP) with five outputs. At the training the neural network is tuned so that four from five outputs serve for manipulation distinction, and the fifth output acts at absence of PSK signal. In the work in the question sampler of outputs of the digital receiver was used as a preprocessing block. The fragment of sampled IQ components of a signal, representing an output of the digital receiver is given to the input of the trained neural network.

Samples of IQ components are chosen as features for recognition by two reasons. First, IQ components are not dependent on carrier frequency and at the same time contain the information about phase of a signal. Secondly, IQ components output from the digital receiver, and additional calculations are not required for their obtaining. Fragment of sampled IQ components was given to the network input. Presence of an information signal and detected symbols were estimated from the network outputs.

Software perceptron was used for computer experiment.

QPSK signal detection (possible phase shifts: 0, π/2, π, -π/2) was carried out in the work. Designed detection method was tested on signals with additive noise.

The neural network method of detection for PSK signals is presented. The constructed system allows to carry out detection and decoding of QPSK signals simultaneously. Processing of test signals by the proposed method shows its capacity for work. Examinations of the method robustness in various conditions are carried out in present time.
(((((((((((
ПРИМЕНЕНИЕ НЕЙРОННЫХ АППРОКСИМАТОРОВ ДЛЯ ФИЛЬТРАЦИИ ИМПУЛЬСНЫХ ПОМЕХ

Соловьева Е.Б., Дегтярев С.А.

Санкт-Петербургский Государственный Электротехнический Университет

Важной задачей в области прецизионной обработки сигналов является синтез высокоточных устройств, в том числе цифровых фильтров импульсных помех. Классические медианные фильтры (МФ), успешно подавляют импульсный шум, но заметно искажают многие участки сигналов, не пораженные помехой [1], [2]. Повысить качество фильтрации удается с помощью операторных методов [3] – [6], на основе которых строятся полиномиальные фильтры в виде усеченного ряда Вольтерры [3] и многочлена расщепленных сигналов [4] – [6]. Синтез фильтров высоких порядков часто сопровождает проблема плохой обусловленности системы уравнений, решаемой при аппроксимации нелинейного оператора устройства. Указанную проблему частично удается решить с помощью метода расщепления в частотной области [5], [6]. 

Известны методы построения нейронных фильтров, свободных от проблемы плохой обусловленности и не уступающих полиномиальным фильтрам по точности восстановления сигналов [7]. В этой связи, предлагается синтезировать комбинированные нейронные фильтры импульсных помех в виде каскадного соединения МФ и нейронной цепи (трехслойного или полиномиального персептрона).

Задача нелинейной фильтрации. В рамках принципа «черного ящика», когда нелинейный оператор 
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 – нормированное дискретное время, 
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 – длительность входных сигналов, задача синтеза цифрового фильтра импульсных помех состоит в построении математической модели в виде операторного уравнения 
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Параметры нелинейного оператора 
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 находятся в результате решения задачи аппроксимации
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Комбинированные нейронные фильтры (с внутренним сглаживающим МФ) синтезируются согласно структуре, показанной на рис. 1 [5], [6]. Здесь блок ПСВ обозначает преобразователь (с оператором 
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Рис. 1. Структура комбинированного нейронного фильтра

Нелинейный оператор 
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, каждый из которых является вектором, составленным из отсчетов входного сигнала на опорной области (апертуре), движущейся вдоль сигнала с шагом в один такт. 

Оператор 
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 фильтра. Нейронная цепь с оператором 
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 является аппроксиматором, имеющим вид трехслойного или полиномиального персептрона [7].

С учетом структуры, показанной на рис. 1, операторное уравнение (1) фильтра преобразуем следующим образом: 
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Задача аппроксимации оператора 
[image: image58.wmf]e

F

 имеет вид 
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(2).
Синтезируем фильтры импульсных помех со структурой, показанной на рис. 1, на основе комбинированного трехслойного персептрона (КТП) и комбинированного полиномиального персептрона (КПП).

Множества сигналов фильтра и критерий оценки точности фильтрации. Нейронные фильтры строятся на классе растровых (точечных) полутоновых изображений при разрешении, измеряемом 256 уровнями серого. Импульсный шум представляет собой включенные и выключенные пикселы (белые и черные точки на изображении), появление которых не зависит от наличия выброса шума в соседних точках. Данная модель импульсного шума называется «соль и перец» [1], [2], [8].

Обучающий сигнал фильтра – искаженное импульсным шумом изображение размером 250x500 пикселов.

Синтез нейронных фильтров (КТП и КПП) выполнялся в системе MATLAB [8] и заключался в решении задачи аппроксимации (2) в среднеквадратичной метрике с помощью алгоритма обратного распространения ошибки [8] – [10].

Результаты нейронной фильтрации сравнивались с результатами медианной фильтрации, выполненной при разных формах и размерах апертур [1], [2], а также комбинированной фильтрации Вольтерры [3], [5], [6]. 
Модель комбинированного фильтра Вольтерры (КФВ) имела вид усеченного ряда Вольтерры [3], [5]
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где 
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 – ядро Вольтерры порядка 
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, 
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 – величина памяти КФВ. Параметры модели (3) КФВ получены в результате решения задачи аппроксимации (2) с использованием восьми обучающих изображений размером 250x500 пикселов каждое.

Степень подавления импульсного шума разными методами фильтрации оценивалась с помощью среднеквадратичной погрешности 
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, вычисляемой при восстановлении трех испытательных изображений по формуле 
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где 
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. Испытательные изображения отличались от обучаемого сигнала. Каждое испытательное изображение имело размер 150x224 пикселов.

Нелинейная фильтрация импульсного шума средней плотности. При средней плотности импульсного шума (
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) синтезированы нейронные фильтры (КТП с одним, двумя и тремя нейрона в скрытом слое, а также КПП первой и второй степени), КФВ первой, второй и третьей степени и МФ с квадратной апертурой 3х3. Сглаживающий МФ, содержащийся в КТП и КФВ, имел квадратную апертуру 3х3. 

Среднеквадратичные погрешности, полученные при фильтрации тестовых изображений синтезированными устройствами, приведены в табл. 1.

Таблица 1. Погрешность 
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 фильтрации при плотности шума 
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	Погрешность
	МФ 3х3
	КФВ
	КПП
	КТП

	
	
	1-й степени
	2-й степени
	3-й степени
	1-й степени
	2-й степени
	1 нейрон
	2 нейрона
	3 нейрона
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	1158
	947
	937
	850
	1000
	1000
	957
	850
	850


Анализ данных табл. 1 показывает, что КТП с двумя нейронами и КФВ третьей степени обеспечивают одинаковую точность фильтрации.

На практике целесообразно использовать КТП, поскольку его модель существенно проще модели КФВ. Данное заключение следует из сравнения количества параметров указанных моделей фильтров (модель КФВ содержит 219 параметров, модель КТП с двумя нейронами –​ 22 параметра). Кроме того, при синтезе КТП отсутствует проблема плохой обусловленности задачи аппроксимации нелинейного оператора фильтра, присущая методам полиномиальной фильтрации.
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Рис. 2. Результаты фильтрации при плотности шума 
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Нелинейная фильтрация импульсного шума высокой плотности. При высокой плотности импульсного шума (
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) синтезированы: 

– КФВМ (КФВ первой, второй и третьей степени с последующим МФ); 

– КТП с одним, двумя и тремя нейронами; 

– КПП первой и второй степени. 

Внутренние медианные фильтры КФВМ имели квадратную апертуру 3х3, а внутренний МФ в КТП – квадратную апертуру 5х5.
Таблица 2. Погрешность 
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, обеспеченная КПП при плотности шума 
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	Внутренний фильтр
	КПП

	
	1-й степени
	2-й степени

	МФ 4x4
	1800
	1800

	МФ 5x5
	1700
	1700


Результаты фильтрации импульсного шума с плотностью 
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 представлены на рис. 2. Кривая 1 – погрешность медианной фильтрации с квадратной апертурой 5х5, кривая 2 – зависимость погрешности 
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 от степени 
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 КФВМ, кривая 3 – зависимость погрешности 
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 от числа нейронов 
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 в КТП. 

Среднеквадратичная погрешность 
[image: image81.wmf]e

, полученная КПП, приведена в табл. 2.

Из анализа рис. 2 и табл. 2 следует, что при высокой плотности шума КФВМ третьей степени дает меньшую погрешность фильтрации, чем МФ и нейронные фильтры. Однако, при визуальной оценке качество изображений, восстановленных КФВМ третьей степени и КТП с тремя нейронами, практически соизмеримо. В этом случае для борьбы с импульсными помехами целесообразно использовать КТП, поскольку его модель существенно проще модели КФВМ.

Заключение. Предложено синтезировать нейронные фильтры импульсных помех по соотношению вход-выход на основе комбинированных трехслойных и полиномиальных персептронов.

Достоинствами метода синтеза нейронных фильтров являются следующие:

· инвариантность к статистическим свойствам сигналов и помех, в том смысле, что учет этих статистических свойств производится автоматически в процессе синтеза, когда фильтр «обучается»;

· отсутствие проблемы плохой обусловленности задачи аппроксимации нелинейного оператора устройства, характерной для полиномиальных фильтров;

· возможность повышения точности фильтрации введением в комбинированные фильтры сглаживающих устройств более качественных, чем классические МФ (например, адаптивных [2], итерационных [1], переключающихся МФ [11]), а также увеличением степени нелинейности синтезируемых фильтров. Следует отметить, что при высокой нелинейности комбинированного нейронного фильтра сложность нахождения глобально-оптимальных параметров модели такого фильтра возрастает, поскольку математическая модель содержит большое количество нелинейно входящих параметров.

Показано, что для очистки изображений от импульсных помех целесообразно использовать КТП, не уступающие по качеству восстановления изображений полиномиальным устройствам (фильтрам Вольтерры и фильтрам с частотным расщеплением сигналов), но имеющие модель существенно проще указанных аналогов.
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APPLICATION OF NEURAL APPROXIMATORS FOR IMPULSE NOISE REMOVAL

Solovyeva E., Degtyarev S.

Saint Petersburg Electrotechnical University “LETI”

The signals are often distorted by impulse noise generated by various devices and processes, so development of methods of efficient impulse noise filtration is of importance. The well known median filter has been recognized as effective means of impulse noise removal. However, a median filter also removes fine details and sometimes changes the signal structure. Several methods have been proposed to avoid damage of the original signal. The higher filtration accuracy can be achieved by polynomial filters in the form of truncated Volterra series. But high computational efforts and ill-condition problem of this method make it unattractive.

Therefore, some neural filters can be developed and applied to remove impulse noise.

Impulse noise filtration is performed by two types of neural filters – combined three-layered perceptron and combined polynomial perceptron. The neural filter consists of a cascaded connection of a smoothing median filter, a scalar signal to vector converter and a neural network.

The scalar signal to vector converter transforms the median filter output signal 
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 is an operator of transposition). The vector 
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 is described as a set of fragments with length 
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. Each fragment is a vector, whose elements are collected using a window moved along the output signal of a median filter.

The operator 
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 transforms the vector signals 
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 to output scalar signals 
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 of the neural filter. The neural network with the 
[image: image90.wmf]F

 operator is an approximator that can be realized in form of a three-layered perceptron or a polynomial perceptron.

The input-output relation of combined neural filter is described by equation
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where 
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 is a non-linear operator of the neural filter. The approximation problem is to find the 
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 operator parameters in such a way as to minimize the mean-square error between filter output and desired signal: 
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where 
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 is a vector of parameters of the 
[image: image96.wmf]e

F

 operator.

Neural filters are trained by a set of input signals and output (desired) signals. Input and desired signals are grayscale bitmaps with 8 bit per pixel resolution. The input signals are a sum of noiseless desired signals and impulse noise. The noise considered here is bipolar salt-and-pepper impulse noise which means fixed values 0 (pepper) and 255 (salt) for all the impulses. Appearance of noise impulse in each pixel of bitmap is independent of noise distribution in neighbour pixels.

The investigation of neural filters (combined three-layered perceptron and combined polynomial perceptron) used to remove impulse noise from images is performed in MATLAB system. 

The synthesis of neural filters consists in solving the above-mentioned approximation problem using error back-propagation algorithm for training of neural networks. Results of neural filtration are compared with results of median and Volterra filtrations.

The analysis of received results shows that the use of combined three-layer perceptron for impulse noise removal is more effective, because the neural filter has a simpler structure then Volterra filter and quality of output images got by neural and Volterra filters is the same.

The main advantages of neural filters synthesis are the following:

– independence of signal and noise statistical properties,

– absence of ill-condition problem, that is typical for polynomial filters,

– possibility to increase the filtration accuracy with the help of replacing median filter in combined device by more effective smoothing filter and increasing filter order.

Note that the complexity of solving approximation problem for neural filters is considerably increased in case of their high order.
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ОПРЕДЕЛЕНИЕ ФОРМЫ НЕДОСТУПНЫХ ОБЪЕКТОВ С ИСПОЛЬЗОВАНИЕМ НЕЙРОСТРУКТУР

Никонов В.А.
Омский государственный технический университет

При исследовании характеристик недоступных объектов, как надповерхностных, так и приповерх-ностных (габаритов, физического и химического состава, определении местоположения газо-, нефте- и водо-проводных труб и т. п.) широкое применение находит метод зондирования объектов импульсными сиг-налами нано- и пикосекундного диапазона. 

В радиолокационных системах решаются два типа задач: прямая – наблюдение рассеянных сигналов и обратная – идентификация объектов по рассеянному ими полю. Решение обратной задачи вызывает боль-шие затруднения как в теоретическом плане, так и при практической реализации. В [1] описаны анна-литические и численные методы решения прямой и обратной задачи при исследовании объектов в свободном пространстве, дан пример эксперимента по опознанию подземного объекта. Показано, что задачи восстановления формы и свойств диэлектрических тел и тел с потерями при зондировании в средах с по-терями (под земной поверхностью) очень сложны. Это заставляет отказываться от использования аналити-ческих формул при решении обратных задач и использовать методы распознавания образов и их сочетание.
В системах с видеоимпульсными методами зондирования [2] до сих пор остаётся круг нерешенных проб-лем как в области создания эффективных алгоритмов обработки отраженных сигналов, позволяющих вы-явить тонкую структуру объекта, так и в области аппаратно-программных комплексов для зондирования приповерхностных слоёв, особенно при широком диапазоне глубины залегания и при исследовании фи-зических и химических свойств.
Для идеально проводящего тела наиболее приемлемы методы геометрической и физической оптики [3]. Одним из способов распознавания является использование нейронных сетей, являющихся результатом по-пыток моделирования процессов, происходящих в мозгу живого существа. Это направление имеет сформировавшуюся базу формальных методов построения систем распознавания. Для тел, у которых ось симметрии отсутствует, алгоритмы восстановления существенно усложняются [2]. Задачи восстановления формы и свойств тел с потерями, и диэлектрических тел при импульсном зондировании существенно услож-няются, и требуется применение методов распознавания образов, сочетание численных методов и анна-литических выводов при микропроцессорной обработке измерительной информации. На практике для ре-шения обратной задачи идентификации используют алгоритмы распознавания образов, позволяющие классифицировать объекты по рассеянному сигналу [1].
Из выражения для токов, возбуждаемых падающей электромагнитной волной, зная эти токи, воз-буждающие рассеянное поле, можно вычислить это поле в произвольной точке пространства. Но исполь-зование граничных условий для магнитного или электрического полей даёт интегральное уравнение, чис-ленное решение которого может быть применимо для замкнутых проводящих тел, но его нельзя исполь-зовать для тонких незамкнутых поверхностей и тонких проводников (условие для магнитного поля). Поскольку влияние других токов на ток в точке запаздывает на время R/c (R – разница радиус-векторов точ-ки наблюдения и текущей точки интегрирования, c – скорость света), это позволяет утверждать о влиянии на фазу отражённого сигнала как формы, так и физико-химических свойств объекта. Степень этого влияния можно определить по оценке изменения приращения угла сдвига фазы отражённого сигнала. Ожидаемое зна-чение приращения угла фазового сдвига может быть  5–10 о и более. 
По данным из [1], иллюстрирующим форму отражённого от объекта импульса в зависимости от формы самого объекта, следует, что наличие штыря в торцевой части цилиндра изменило длительность фронта им-пульса примерно на 300–400 %. Изменение формы объекта ведёт к значительному изменению параметров спектральных составляющих сигнала-отклика – например, амплитуд и фаз гармоник ряда Фурье.

Оценка изменений в амплитудном и фазовом спектре отражённого импульса с помощью пакета моде-лирования (MicroCAP) позволяет установить крутизну преобразования длительности фронта импульса в амплитуды и фазы его гармоник. Для получения высокой крутизны преобразования целесообразно про-считывать и использовать для распознавания гармоники с большими номерами, например каждую тысяч-ную (103). Отличие амплитуд и фаз двух соседних отсчётов в спектре значительно: амплитуда тысячной гар-моники Um1000 = 38,1 В и амплитуда двухтысячной гармоники Um2000 = 11,2 В; фаза тысячной гармоники ( 1000 = 53,9 o и фаза двухтысячной гармоники ( 2000 = 107,9 o.

Нужно учитывать, что параметры гармоник импульса-отклика рассчитываются с помощью быстрого преобразования Фурье, а не измеряются. Для расчёта используются коды мгновенных значений импульса-отклика, считанные и хранящиеся в памяти. Фиксация мгновенных значений может производиться стробоскопическими устройствами, например вольтметром В4–24. 

В ходе моделирования получено, что амплитуда тысячной гармоники изменилась на 12,8 В (в 1,51 раза). Фаза тысячной гармоники изменилась на 19,6 о (в 1,6 раза). Крутизна преобразования длительности фронта импульса-отклика для тысячной гармоники в амплитуду гармоники 4,3 В/100 пс и в фазу гармоники 6,5 град/100 пс. Можно сделать вывод, что для распознавания нужно использовать как амплитудный, так и фазовый спектр. Но информативность фазового спектра выше – крутизна изменения и абсолютные значения фазы высших гармоник больше, чем крутизна изменения и абсолютные значения амплитуды. 

Задача распознавания заключается в отнесении объекта к одному из классов, полученных при решении задачи классификации. Классы зависят от предъявляемых объектов, и поэтому добавление нового объекта требует корректировки системы классов [4]. Задавшись числом классов M, можно поставить задачу класс-сификации: найти M ядер классов 
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, т. е. построить функцию m(p) таким образом, чтобы минимизировать сумму мер близости 
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. Функция m(p), опре-деляющая номер класса по индексу p множества объектов 
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, задаёт разбиение на классы и является решением задачи классификации. В простейшем случае X = C, пространство объектов X разбивается на области 
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, то m(p0) = m0, и объект относят к классу m0.

Модель системы распознавания реализована с помощью программного продукта Borland Delphi 7.0. Сама модель обеспечивает задание параметров системы распознавания, её обучение с последующим сохранением и имитацию непосредственно работы. Обучение является основной частью программного кода модели, т. к. именно оно формирует систему распознавания. Перед началом обучения необходимо задать параметры сис-темы: количество распознаваемых классов; входные обучающие вектора и классы им соответствующие (обучающий выходной вектор); величину погрешности; приемлемую величину погрешности; максимальное количество итераций обучения.

Внутренние параметры нейронной сети полностью задаются вышеперечисленными параметрами сис-темы. Алгоритм обучения представляет собой «обучение с учителем», где роль «учителя» играют входные обучающие вектора с соответствующими им классами. При подаче на вход любого входного вектора сеть формирует выходной вектор, элементы которого – вероятности того, что входной вектор относиться к тому или иному классу. Далее процедура корректировки методом обратного распространения погрешности на-страивает параметры каждого нейрона (веса и пороги) таким образом, чтобы минимизировать суммарную погрешность по всему выходному вектору. Затем всё повторяется, и так до тех пор, пока погрешность, не достигнет приемлемого уровня, или количество итераций не превысит максимального значения. Процедура корректировки реализует алгоритм обратного распространения погрешности. Первоначально, используя вектор погрешности (он формируется из разницы выходного вектора сети и обучающего выходного вектора), формируются корректировочные слагаемые для выходного слоя. 

Программа состоит из основного модуля и вспомогательного, содержащего описание нейронной сети и её элементов. В качестве тестового материала использованы результаты локации [1] четырёх объектов: ци-линдра и цилиндра со штырём переменной длины (три экземпляра). Данные, предоставленные системе рас-познавания, являются значениями амплитуд и фаз тысячных гармоник, полученных в результате пре-образования Фурье для сигнала-отклика от объекта, облученного импульсным сигналом.

Система распознавания имеет входной вектор из двадцати элементов (по десять значений амплитуд и фаз). Результатом является выходной вектор из четырёх элементов, представляющих собой вероятности принадлежности предъявленного образа к тому или иному классу. Для отражения достоверности можно предложить параметр «вероятность нераспознавания» (или «вероятность ошибки распознавания»): 
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. В таблице 1 приведена вероятность нераспознавания объекта системой при различном числе обучающих итераций, приведено математическое ожидание вероятности нераспознавания, вы-численное для различных образов по различной длительности фронта сигнала-отклика.

Таблица 1 – Результаты моделирования

	Количество обучающих итераций
	Вероятность нераспознавания образа, %
	Средняя вероятность нераспознавания, %

	
	первого
	второго
	третьего
	четвёртого
	

	2 000
	47,9
	50,5
	–
	–
	49,2

	4 000
	5,9
	6,2
	–
	–
	6,1

	8 000
	3,3
	3,5
	–
	–
	3,4

	10 000
	2,9
	3,1
	–
	–
	3,0

	2 000
	52,3
	8,0
	49,5
	–
	36,6

	4 000
	50,3
	4,6
	51,0
	–
	35,3

	8 000
	0,1
	4,0
	21,5
	–
	8,5

	10 000
	0,1
	3,1
	11,4
	–
	4,9

	2 000
	46,8
	51,9
	51,7
	51,7
	50,5

	4 000
	50,8
	41,8
	40,9
	41,6
	43,8

	8 000
	11,3
	15,5
	10,9
	9,9
	11,9

	10 000
	9,7
	5,9
	1,6
	2,1
	4,8


Таким образом, при исследовании характеристик недоступных объектов могут быть использованы приведённые выше результаты для идентификации объектов по рассеянному полю. Эффективность исследования формы объекта определяется оценкой амплитуд и фаз гармоник Фурье-преобразования импульса-отклика.
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DETERMINATION OF THE SIGNATURES OF OBJECTS BEYOND REACH WITH THE AID OF NEURAL NETWORKS
Nikonov V.
Omsk State Technical University

Method of probing objects with pulse signals lying within nano- and picosecond range is widely adopted in the determination of signatures of the objects beyond reach.

Radar systems are traditionally set two types of tasks: direct task – monitoring of scattered signals and inverse task – identification of objects by the emission they reflect; the latter arises as a complex problem.

One of the methods of object determination implies usage of neural networks, which are the results of attempts to simulate the processes that occur in the brain a living creature. This technique has a previously composed base of formalistic methods of building the determination systems. Thus the main task is selection of optimal parameter taking into account resources limitations.

One could calculate scattered field in any given point from the expression for the currents that are stimulated by incident electromagnetic wave and that are stimulating scattered field. Taking into consideration that the influence of other currents on the current in the filed point is late for R/c (R – difference between radius-vectors of sighting point and current integration point, c – light speed), one may easily determine that the form and physicochemical properties of an object influence the phase of returned signal. The range of such influence might be defined by estimating the change of accretion of phase-shift angle of returned signal.

Changing the form of object involves a significant change of the parameters of response signal spectral components - for example, amplitudes and sine-wave angles of F-series. In order to achieve high-quality results it would be worthwhile to count and use for determination of harmonics with high serial number every thousandth of the harmonics taken.

It was found out during simulation that the amplitude of the thousandth harmonic increased by 12.8 V (by 51 %). The phase of the thousandth harmonic increased by 19.6 0 (by 60 %). The steepness of dransducing of pulse leading-edge time of response pulse for thousandth harmonic into harmonic amplitude is 4.3 V/100 picoseconds and into sine-wave angle is 6.5 0 /100 picoseconds. The self-descriptiveness of phase spectrum is even higher.

The problem of determination is to refer an object under research to one of the classes that were defined at the stage of classification: to find M class cores 
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, i.e. to construct a function m(p) so that the total object proximity to a core of the class 
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Computer simulation of the system was designed in Borland Delphi 7.0. The simulation software allows setting parameters of determination system, educating the system (and future saving of the results) and simulating of the system work process.

The software consists of primary module and auxiliary module. The latter contains the description of neural network and its elements. Four objects were used as a benchmark package: a cylinder and 3 cylinders with dowel bars of various lengths.

Determination system has an ingoing vector composed of twenty elements (ten for amplitude levels and ten for phase angles). The result is an outgoing vector composed of four elements, which are the probabilities of belonging of given specimen to a certain class.
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МЕТОД АПРИОРНОЙ ОЦЕНКИ ИНФОРМАТИВНЫХ ПРИЗНАКОВ

Белевский В.А., Максимов А.В.

Калужский филиал МГТУ им. Н.Э.Баумана

Одним из важнейших этапов работы большинства систем распознавания образов является вычисление информативных признаков, т.е. набора значений, которые будут характеризовать распознаваемых объект. Вектор, составленный из таких значений, записанных в определенном порядке, называют вектором информативных признаков. Вычисление векторов информативных признаков позволяет как минимизировать объем информации, поступающий на вход классификатора, а значит и снизить затраты на его обучение, так и обеспечить определенные свойства системы распознавания. Например, для системы распознавания печатных текстов, лиц, географических объектов таким свойством может быть инвариантность к аффинным преобразованиям объекта.

В настоящее время существует достаточно много алгоритмов получения векторов информативных признаков, однако их авторы не дают рекомендаций по выбору необходимой для данной конкретной задачи размерности вектора. Поэтому разработчик системы распознавания вынужден полагаться на свой опыт и интуицию, выбирая наиболее оптимальные с его точки зрения значения, а затем, при необходимости, корректировать набор значений по результатам экспериментов. Альтернативой является использование алгоритмов оптимизации, требующих огромных вычислительных затрат из-за необходимости почти полного перебора возможных комбинаций значений вектора информативных признаков с обучением системы распознавания для работы с каждым из них. 

Авторами работы разработан метод априорной оценки информативных признаков, позволяющий проверить эффективность выбранного набора признаков для решения данной задачи распознавания минуя саму фазу распознавания, а также выработать стратегию минимизации его размерности. Метод основывается на двух параметрах: коэффициенте подобия классов в заданном пространстве признаков и коэффициенте корреляции значений признаков. Коэффициент подобия классов позволяет оценить степень взаимного проникновения выборок, относящихся к разным классам с точки зрения статистического классификатора. Коэффициент корреляции значений признаков позволяет оценить статистическую связь компонент вектора признаков на основе модифицированного критерия Колмогорова-Смирнова проверки гипотез о стохастической независимости элементов выборки.

Пусть обучающая выборка задана следующими векторами информативных признаков: 
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где 
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- j-ый компонент i-го вектора, принадлежащему к  k-му классу.

Причем к p-тому классу относится Mp векторов, а к j-тому - Mq векторов.

Для вычисления коэффициента подобия классов будем считать, что каждый вектор информативных признаков представляет собой точку в N-мерном пространстве.

Определим ядро выборки p-го класса Сp как центральную точку в N-мерном пространстве: 
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где 
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Найдем расстояние между точкой, соответствующей m-тым вектором q-го класса и ядром выборки p-го класса: 
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(4).
Зная расстояния от ядра выборки p-го до всех точек, относящихся к этому классу, определим радиус гиперсферы с центром, совпадающим с ядром выборки p-го класса, охватывающей 95% точек этого класса (рассмотрение 95% позволяет отбросить «неудачные» вектора, сильно отличающиеся от прочих векторов, относящихся к данному классу). 
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(5).
Коэффициент подобия классов p и q в данном пространстве признаков определим как отношение суммы радиусов гиперсфер двух классов к расстоянию между ядрами данных классов: 
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где Dij – расстояние между ядрами выборок i-го и j-го классов.

Легко заметить, что при 
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 классы p и q легко разделимы с точки зрения статистического классификатора, 
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 - сигнализирует о возможных проблемах при классификации, однако за исключает возможности успешного разделения при использовании  нейросетевых методов классификации.

Для вычисления коэффициента корреляции значений признаков оценим статистическую связь между i-ой и j-ой компонентами векторов признаков, для чего составим набор из 
[image: image123.wmf]å

=

k

k

N

T

, 
[image: image124.wmf]K

k

,

1

=

  точек 
[image: image125.wmf](

)

t

t

y

x

,

, содержащих i-ую и j-ую векторов признаков всех векторов всех классов:
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После чего, произведем аппроксимацию одной из функций, вида: 
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(9.9).
Ошибку аппроксимации будем оценивать следующим образом: 
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В качестве коэффициента корреляции значений i-го и j-го признаков возьмем наименьшее значение ошибки аппроксимации: 
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(11).
Чем меньшее значение имеет величина 
[image: image141.wmf]j
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, тем более тесно связаны между i-ая и j-ая компоненты вектора информативных признаков и тем логичнее отбросить одну из этих компонент, т.к. она фактически дублирует информацию, содержащуюся в другом компоненте.

На рисунках 1 и 2 приведены примеры слабой и сильной корреляции компонент вектора информативных признаков.
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Рис. 1. Слабая корреляция между компонентами вектора признаков 
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= 0,15.
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Рис. 2. Сильная корреляция между компонентами вектора признаков 
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G

,

= 0,03.

Таким образом, на основе двух описанных выше параметров оценки векторов признаков был выработан  следующий метод априорной оценки эффективности выбранного набора признаков для решения данной задачи:

1. Возьмем максимально-возможный (избыточный) для выбранного алгоритма набор информативных признаков и вычислим согласно нему вектора обучающей выборки.

2. Вычислим значения коэффициента подобия для всех пар классов выборки. Если значения коэффициента 
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, необходима экспериментальная проверка разделимости классов в данном пространстве признаков.

3. Вычислим значения коэффициента корреляции признаков 
[image: image147.wmf]j
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 и отсортируем их по убыванию. При необходимости минимизации набора информативных признаков последовательно будем отбрасывать j-ые компоненты вектора признаков (т.е. наиболее сильно коррелирующие с другими компонентами вектора), пересчитывая на каждом шаге значения коэффициента 
[image: image148.wmf]q

p

,

Y

 для контроля разделимости классов.

Описанный метод проверялся в системе инвариантного распознавания букв русского алфавита, где в качестве информативных признаков использовались Моменты Зернике и центральные моменты инерции. Была отмечена сильная связь между моментами высших порядков, что подтвердилось экспериментальными данными: чрезмерное увеличение длины вектора информативных признаков не давало увеличение качества распознавания, более того, наблюдалось некоторое снижение результатов. Установлено, что нейросетевой классификатор обеспечивает разделение классов при 
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, а пары компонентов со значениями 
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 почти не влияют на результаты работы системы распознавания.

Литература

1. Кремер Н.Ш. Теория вероятностей и математическая статистика. – 2-е изд., перераб. и доп. – М.: ЮНИТИДАНА, 2006. – 573 с.

2. Брандт З. Анализ данных. Статистические и вычислительные методы для научных работников и инженеров: Пер. с англ. – М.: Мир, ООО «Издательство АСТ», 2003. – 686 с., ил.

(((((((((((












688
Доклады 10-й Международной конференции


Proceedings of the 10-th International Conference

Цифровая обработка сигналов и ее применение
687
Digital signal processing and its applications


_1256641687.unknown

_1256651531.unknown

_1256660762.unknown

_1259735910.unknown

_1259737569.unknown

_1259738022.unknown

_1259738461.unknown

_1259738534.unknown

_1259739523.unknown

_1259740201.unknown

_1259740231.unknown

_1259739867.unknown

_1259738572.unknown

_1259738523.unknown

_1259738398.unknown

_1259738421.unknown

_1259738197.unknown

_1259738286.unknown

_1259738125.unknown

_1259737677.unknown

_1259737688.unknown

_1259737606.unknown

_1259737043.unknown

_1259737405.unknown

_1259737430.unknown

_1259736632.unknown

_1259736723.unknown

_1259736798.unknown

_1259735938.unknown

_1256660933.unknown

_1256661378.unknown

_1259312444.unknown

_1256661274.unknown

_1256660828.unknown

_1256660843.unknown

_1256660799.unknown

_1256652107.unknown

_1256653433.unknown

_1256654212.unknown

_1256654315.unknown

_1256653735.unknown

_1256652130.unknown

_1256652200.unknown

_1256653245.unknown

_1256653400.unknown

_1256652199.unknown

_1256652124.unknown

_1256651677.unknown

_1256651772.unknown

_1256652055.unknown

_1256652101.unknown

_1256651764.unknown

_1256651651.unknown

_1256651659.unknown

_1256651598.unknown

_1256642250.unknown

_1256642799.unknown

_1256642873.unknown

_1256651498.unknown

_1256642838.unknown

_1256642282.unknown

_1256642290.unknown

_1256642263.unknown

_1256641919.unknown

_1256642189.unknown

_1256642199.unknown

_1256641973.unknown

_1256641995.unknown

_1256641928.unknown

_1256641698.unknown

_1256641878.unknown

_1256641229.unknown

_1256641430.unknown

_1256641474.unknown

_1256641539.unknown

_1256641560.unknown

_1256641515.unknown

_1256641487.unknown

_1256641446.unknown

_1256641453.unknown

_1256641431.unknown

_1256641287.unknown

_1256641428.unknown

_1256641429.unknown

_1256641426.unknown

_1256641427.unknown

_1256641326.unknown

_1256641264.unknown

_1256641275.unknown

_1256641241.unknown

_1215606378.unknown

_1249805802.unknown

_1251292854.unknown

_1256641189.unknown

_1256641201.unknown

_1251371947.unknown

_1256641135.unknown

_1251371944.unknown

_1249805929.unknown

_1249805995.unknown

_1249806115.unknown

_1249806116.unknown

_1249805967.unknown

_1249805875.unknown

_1249805901.unknown

_1249805859.unknown

_1240043868.unknown

_1240044387.unknown

_1243411948.vsd
1�

3�

2�

1�

2�

3�

14�

15�

16�

17�

18�

19�

20�

21�

L(N)�


_1240043873.unknown

_1240043850.unknown

_1216560749.unknown

_1240043792.unknown

_1240043808.unknown

_1240043816.unknown

_1220858775.unknown

_1215866140.unknown

_1215866207.unknown

_1215862687.unknown

_1215428424.unknown

_1215428577.unknown

_1215430011.unknown

_1215430141.unknown

_1215428622.unknown

_1215428528.unknown

_1198569980.unknown

_1215263525.unknown

_1198569953.unknown

